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RESUMO

Este projeto tem o objetivo de prever o valor de a¢des diversas no mercado de
acOes brasileira (B3) utilizando noticias disponibilizadas em sites online sobre a
empresa as quais pertencem. Para tal, foi desenvolvido uma solugdo utilizando a
linguagem Python no ambiente do Google Colab, nele o usuario define o0 nome da
empresa gque deseja pesquisar e um Web Crawler automaticamente retorna os links
das noticias desta empresa, estes links sdo entdo acessados e 0 seu conteudo é
copiado, resumido e gravado em um arquivo de texto. Em seguida, estes dados foram
submetidos por um processo de analise de linguagem natural que permitiu definir o
sentimento de cada frase e entdo classifica-las, em relacdo ao desempenho da
empresa, em “positivo”, “negativo” e “neutro”. Esta classificacao é feita com o auxilio
de um banco de dados gravado em um arquivo no formato json, que contém frases ja
atribuidas a suas classificacdes. Este arquivo é utilizado no treinamento da rede
neural e diretamente impacta no desempenho da avaliacdo. De forma geral, este
projeto alcancou seu objetivo, o codigo funcionou corretamente em todas as etapas e
os resultados encontrados foram condizentes com as expectativas: noticias sobre
guedas na bolsa retornam sentimentos negativos, noticias sobre valorizacéo do ativo

comercializado pela empresa sdo compreendidos como sentimentos positivos.
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ABSTRACT

This project aims to predict various stock values in the Brazilian stock market
(B3) using news available on online websites about the company that they belong to.
To this end, a solution was developed using the Python language in the Google Colab
environment, in which the user defines the name of the company to be searched and
a web crawler automatically returns links to news of this company, these links are then
accessed and their content is copied, summarized and saved to a text file. Then, this
data is submitted to a natural language analysis process that defines the sentiment of
each sentence and then classifies it, in relation to the company's performance, in
“‘positive”, “negative” and “neutral”’. This classification is made with the aid of a
database recorded in a json file format, which contains phrases already assigned to
their respective classifications. This file is used in the neural network training and
directly impacts the performance of the evaluation. In general, this project achieved its
objective, the code worked correctly in all stages and the results found were in line
with the expectations: news about falls in the stock market returned negative
sentiments, news about the value of the asset sold by the company are correctly

understood as positive sentiments.

Keywords: artificial intelligence, big data, natural language, python, stock market.

1 INTRODUCAO

A inteligéncia artificial € um campo de estudo que busca criar algoritmos similar
a inteligéncia humana, isto €, que é capaz de interpretar dados e tomar decisées rumo
a um objetivo especifico (RUSSEL, S.; NORVIG, P. 2004). De maneira simplificada,
uma inteligéncia artificial estuda padrdoes de comportamento para depois imita-los, as
inteligéncias artificiais podem ser adaptadas para diversas situacfes, como criar

imagens, criar textos e até mesmo tomar decisdes financeiras.

No mercado financeiro, investidores que operam na bolsa de valores deve
primeiramente pesquisar sobre as empresas em que tem intencdo de se associar,

para depois escolher quais sdo propensas a ganhar ou perder valor. Este tipo de



analise, denominada de “fundamentalista”, deve ser repetida para cada empresa, e
mesmo assim, eventos especulativos frequentemente impactam os valores de
diversas empresas simultaneamente, aumentando o risco deste tipo de investimento
(FORTUNA, 2020).

Como esses eventos sdo reportados por jornais e revistas, este projeto ir4
validar a utilizacdo de processamento de linguagem natural na identificacdo de
padrdes linguisticos utilizados para expressar emocdes positivas ou negativas, e

como afetam o mercado financeiro.

Para tal, serdo utilizados como base dois projetos: o primeiro € um projeto
desenvolvido por que criou uma inteligéncia artificial preditiva para o desempenho de
empresas na bolsa de valores com base na associacdo de mensagens positivas ou
negativas sobre a empresa na rede social Twitter (MITTAL, e GOEL, 2011). O
segundo projeto realiza a analise de desempenho da criptomoeda com as Tags do
Twitter para prever o seu comportamento (GALESHCHUK et al, 2018) (BOLLEN, J;
MAO, H; ZENG, 2010).

2 FUNDAMENTACAO TEORICA

2.1 A INTELIGENCIA ARTIFICIAL E A ANALISE DE DADOS

2.1.1 O sistema financeiro

O mercado financeiro € um mecanismo que permite a troca de recursos financeiros,
desta maneira, unidades que tenham excesso de fundos podem aplicar naquelas que
tém necessidades de fundos. Para que o retorno desse empreendimento seja
maximizado, o mercado financeiro também deve fornecer informacdes de forma facil,
barata e rapida para o investidor, sem limitar de entrada ou saida de compradores e

vendedores ou impor prazos ou limites injustos em seus participantes (LIMA, 2020).

O mercado de capitais € um conjunto de instituicbes e acionistas que negociam

titulos e valores mobiliarios. Ou seja, 0 mercado de capitais é a parte do mercado



financeiro que distribui valores mobiliarios com o propdésito de viabilizar a capitalizacédo

das empresas e dar liquidez aos titulos emitidos por elas (FORTUNA, 2020).

As ac0Oes sao titulos de participacdo negociaveis, que representam parte do capital
social de uma sociedade econdmica, que confere ao seu possuidor o direito de
participacéo de sua vida social. Podem ser consideradas como um certificado ou titulo
de propriedade, representativo das partes do capital social de uma sociedade
econbmica. Portanto, quem tem ac¢les, pode se considerar sécio da empresa
emissora (FORTUNA, 2020).

2.1.2 Valor de uma acao

Dependendo da situacdo as acdes apresentam valores monetarios diferentes,
conforme abaixo:

e Valor nominal: corresponde ao capital dividido pelo nimero total de a¢cbes
emitidas.

e Valor patrimonial: corresponde ao patriménio liquido da empresa.

e Valor contabil: pode ser explicito (calculado pelo valor nominal e preco de
emissao) ou indiscriminado (sem valor).

e Valor de liquidagao: corresponde ao valor avaliado em caso de encerramento
da empresa.

e Valorintrinseco: o valor real avaliado no processo de analise fundamentalista.

e Valor de mercado: o valor que os compradores aceitam pagar e 0S

vendedores recebem para fazé-lo em mercados organizados.

2.1.3 Estratégias na comercializacéo de acdes

A andlise fundamentalista € o estudo de toda informacéo disponivel no mercado
sobre determinada empresa, com a finalidade de obter seu verdadeiro valor e formular
uma recomendagao sobre sua compra ou venda. O analista resume e analisa a
informacéo, parte do passado e trata de predizer o futuro, para dar sua opiniao
(YOSHIKAWA et al, 2019).



Esse tipo de analise busca antecipar o comportamento futuro de determinada
empresa no mercado. Para tal hipotetiza-se que o preco de uma acao nao reflete o
verdadeiro valor da empresa, e assim seria possivel descobrir os seus picos de
valorizagdo com base informacbes ainda ndo descobertas pelo mercado
(YOSHIKAWA et al, 2019).

A analise fundamentalista tradicional utilizard como base o valor financeiro passado
da empresa, a situacdo da economia atual no seu pais de origem e especulacdo

gerada por terceiros, assim como a intervencdo governamental (LIMA, 2020).

Esta andlise pode ser complementada com a especulacdo gerada por eventos e
noticias, por exemplo, em novembro de 2019 a empresa fabricante de armas brasileira
Taurus valorizou mais de 400% com a noticia de que as leis de portes de arma
poderiam ser alteradas (BASSOTO, 202).

2.1.4 Big Data

A expresséo Big Data se refere ao conjunto de dados produzidos cujo volume
estd além dos padrdes e da capacidade das ferramentas utilizadas por modelos de
bancos de dados tradicionais para captura-los, analisa-los e gerencia-los. Esses
dados séo produtos de processos tecnoldgicos atuais, como as midias sociais, que
geram muitos dados a todo instante no mundo inteiro (BERMAN, 2013).

O tratamento dos dados é realizado com o apoio de algoritmos que permitem
gue se chegue a uma conclusao sobre que tipo de ag&o tomar. Esses algoritmos, sédo
a “rede neural” do sistema e podem servir para fins diversos dependendo do propésito
buscado pela corporacdo. Os dados podem ser classificados em estruturados (que
possuem formato e comprimento definido) ou, ndo estruturados (que ndo seguem um
formato especifico) e semiestruturados (que possui algum tipo de estrutura marcada)

com base no seu gerenciamento e armazenamento (MORAIS et al, 2018).

A coleta e o armazenamento de dados tém como finalidade a extracdo de

informagdes que possam gerar vantagens competitivas para as organizacdes, bem



como auxiliar nas tomadas de decisoes. Porém, os dados ainda necessitam ser

analisados. Os sistemas gerenciais tém como caracteristica o fato de apresentarem

as informacdes, mas a inteligéncia nos negocios converge para a analise detalhada

dos dados, a procura de padrées, modelos ou repeticbes (BERMAN, 2013).

2.1.5 Mineracédo de dados (Data Mining)

A mineracdo de dados esta relacionada as areas da inteligéncia artificial,

estatistica classica, e aprendizado de maquina. A mineracdo de dados faz parte do

processo de KDD (Knowledge Discovery in Databases) e geralmente lida com grande

volume de dados, mas tem a capacidade de mudar de escala com relacdo ao tamanho

dos dados (RATNER, 2011). As principais etapas do processo de mineracao sao:

ok LN

Selecionar os algoritmos que serao necessarios;
Aplicar os algoritmos em amostras dos dados;
Sintese dos resultados;

Aplicar outras ferramentas, conforme necessario;

Repetir o processo.

A mineracdo de dados é tipicamente utilizada em uma das quatro tarefas a

seguir (RATNER, 2011):

7

Clustering: € a descoberta e agrupamento de dados parecidos ou
semelhantes, este tipo de técnica é feita sem utilizar estruturas de dados ja
conhecidos.

Classificacao: é a tentativa de aplicar uma estrutura de dados ja conhecida
em dados novos, a fim de classifica-los.

Regressao: procura uma funcdo matemética a qual os dados se encaixam com
0 menor erro possivel.

Regra de associacao: procura encontrar padrdes entre como diversos dados

séo adquiridos e se existe algum tipo de influéncia de um dado sobre o outro.



2.1.7 Inteligéncia Artificial

O campo de inteligéncia artificial tem como objetivo a criagdo de maquinas
inteligentes, ou seja, softwares que consigam extrair, criar, e aprimorar dados.
Atualmente, as inteligéncias artificiais sdo aplicadas em diversos campos (médico,
mecanico, agronegocio) com o objetivo de facilitar tarefas repetitivas, ou aprimorar
processos industriais (RUSSEL, S.; NORVIG, P. 2004).

O funcionamento técnico de uma inteligéncia artificial é feito por funcdes
matematicas. Em um comportamento padronizado, uma funcdo pode ser utilizada
para explicar como um resultado y surge a partir de x. Ao aplicar dados a esta funcao,
uma inteligéncia artificial pode deduzir resultados plausiveis, mesmo que com uma

taxa de erros.

Para diminuir a taxa de erros, € necessdaria uma grande quantidade de dados
veridicos, ou seja, em que temos certeza de que a formula de o resultado esperado.
A |A ira adaptar os parametros de sua funcéo para tentar encaixar estes dados. Apds
este processo, utilizam-se outros dados, também veridicos, para testar a funcdo
gerada. Se os resultados estiverem suficientemente proximos, a IA estara pronta para

uso, sendo o processo é refeito.

2.1.8 Aprendizado de Maquina

Aprendizado de maquina (Machine learning) pode ser definido como um
conjunto meétodos estatisticos computacionais que consistem no uso de uma base de
dados que descrevem determinado fendmeno. Estes algoritmos utilizam de
experiéncia e treinamento para melhorar sua performance e realizar suas previsdes
bem definidas com o foco em solucionar problemas praticos (MOHRI;
ROSTAMIZADEH; TALWALKAR, 2018) (BURKOV, 2019) (KREUTZ, 2015). Existem
diversos tipos de metodologias de aprendizado de maquina, destacaremos as duas
diferentes técnicas que lidam com os principais desafios da analise de sentimentos
textuais, sendo essas o aprendizado supervisionado (Supervised Learning, do Inglés)
e o aprendizado néo supervisionado (Unsupervised Learning, do Inglés). A primeira

abordagem composta por técnicas supervisionadas emprega o termo supervisionado



justamente pelo fato de exigir uma etapa de treinamento de um modelo com amostras
previamente classificadas. O procedimento para realizar a aprendizagem de maquina

compreende quatro etapas principais:

1. Obtencéo de dados rotulados que seré&o utilizados para treino e para teste;

2. Definicdo das Features ou caracteristicas que permitam a distingdo entre os
dados;

3. Treinamento de um modelo computacional com um algoritmo de
aprendizagem;

4. Aplicagao do modelo.

Esta ndo carece de sentencas previamente rotuladas e treinos para a criagao
de um modelo, sendo uma das suas principais vantagens uma vez que desta forma
ndo mantém aplicacéo restrita ao contexto para o qual foram treinados. Dentre as
técnicas ndo supervisionadas destacam-se aquelas com abordagens |éxicas, estas
assumem que palavras individuais possuem o que é chamado de polaridade prévia,
gue €, uma orientacdo semantica independente de contexto e que pode ser expressa
com um valor numérico ou classe (TABOADA, M; ANTHONY, C e VOLL, K, 2006).

Léxico de Sentimentos Entrada

C ) Eu acho vocé tao amorosa

Amor(+)
Odio(-)
Gostoso(+) 2 Processamento de
Cansado(-) Linguagem Natural
Triste(-) l
Alegria(+)
Verdade(+) Positivo
B

Figura 1: Léxico de sentimentos

2.1.9 Aprendizado Profundo



O aprendizado profundo ou, do inglés, Deep Learning, € uma subclasse da
inteligéncia artificial que esta em constante ascenséo e é capaz de ser aplicada em
varios tipos de tecnologias que requerem grande volume de dados. Uma arquitetura
de Deep Learning é caracterizada por utilizar uma grande camada interna de modulos
mais simples chamados de hidden layer em que todos, ou grande parte destes
modulos, estdo sujeitos a aprendizado, e no final desta sucessao produzem dados de
saida. Cada modulo desta cadeia transforma seus dados de entrada (inputs) para
aumentar tanto a seletividade quanto a invariancia da representacdo. Com multiplas
camadas, um sistema é capaz de implementar funcdes extremamente complexas que
sejam sensiveis aos minimos detalhes e ndo sensiveis a grandes variacdes
irrelevantes nos dados de entrada (LECUN; BENGIO; HINTON, 2015). A tendéncia &
gue a area continue evoluindo, ja que Deep Learning € um mecanismo que aproveita
0 crescente numero de dados computacionais disponiveis, por efeito de ser uma
metodologia que necessita de pouco trabalho manual para ser implementado, ou seja,
requer uma menor interferéncia do ser humano no processo. Essa € uma das
principais vantagem do Deep Learning em contraste com técnicas tradicionais de
Machine Learning (LECUN; BENGIO; HINTON, 2015) (GAO; ZHANG; WEI, 2018).

2.1.10 Frentes de Pesquisa

As frentes de pesquisa nessa area sdo divididas em diferentes niveis de
granularidade conforme a tarefa de deteccdo de sentimentos nos textos. Quanto

menor a granularidade, mais especifica € a classificacao.

Estado emocional: Esse é um recurso que permite as empresas
acompanhem a satisfacdo pos-venda de seus produtos. Outro grande exemplo da
importancia da analise do estado emocional e do como ela pode ser essencial, sdo
pesquisas capazes de caracterizar e prever experiéncias de depressao pos-parto em
maes de recém-nascidos (DE CHOUDHURY, 2016) através de dados compartilhados
no Facebook (BENEVENUTO et al., 2020).

Andlise de Sentimentos para comparacdo ou Comparative Sentiment
Analysis: Em diversos casos usuarios nao informam a opinido direta sobre um

produto ou pessoa, no entanto, eles fornecem opinides comparativas em sentencas



como “Este computador Apple aparenta ser bem melhor do que aquele Asus”, “Eu
dirijo um carro X, mas a mudanga de marcha é bem pior que a do carro Y”. O objetivo
da anélise de sentimentos neste caso é identificar as sentencas que contém as
opinides para ser comparadas (utilizando, por exemplo, advérbios como piores que,
melhor que) e assim extrair a entidade referida daquela opiniao (FELDMAN, 2013)
(BENEVENUTO et al., 2020).

Nivel de Documento: Nesse nivel de granularidade, a classificacdo de
sentimentos ocorre com a analise de um texto como um todo. Ou seja, nesse nivel,
assume-se que todo o texto esta relacionado a um Unico assunto que possui certa
polaridade. Na pratica, se no documento possuir varias entidades com opinides
diferentes, entdo seus sentimentos podem ser diferentes. Desta forma é dificil
assimilar um sentimento ao documento todo, mas um caso interessante em que a
analise em nivel de documento pode ser utilizada é em reviews de produtos ou filmes
por exemplo (LIU, 2010).

Nivel de Sentenca: E nesse nivel de anélise que este trabalho se dedica, pois
um Unico documento pode conter multiplas opinides ou mesmo entidades. Neste caso
€ assumido que o texto foi dividido em frases ou sentencas que possam conter uma
opinido individualmente. Cabe ressaltar que, em geral, postagens e comentarios em
midias sociais seguem um padréo de sentencas curtas. Quando se pode monitorar as
redes sociais, abre-se uma variedade de oportunidades de estudo, um caso
interessante € o monitoramento do Twitter para previsdo de bolsa de valores
(BOLLEN, J; MAO, H; ZENG, 2010).

Nivel de Palavra ou Dicionario: Nessa frente de pesquisa os trabalhos focam
em otimizar os Léxicos de sentimentos existentes na literatura. Nao € claro a melhor
maneira de se construir um dicionario de sentimentos. No entanto, existem diversos
dicionarios e suas principais diferencas sdo constituidas pelas palavras que os
formam e as vezes na adi¢cao de girias e acronimos vindas das redes sociais, como
“vc”, “blz”, “tb”. A inclusdo de diferentes termos € importante para alcancar melhor
desempenho quando se trabalha com o foco em midias sociais. Existem outras
diferencas entre tais dicionarios como a forma que é avaliada a palavra, binaria

(positivo/negativa) ou proporcional a forca do sentimento (-1 a 1) (NIELSEN, 2011).



Nivel de Aspecto: Nesse nivel de granularidade, uma sentenca pode ser
julgada por vérias entidades e pode conter multiplos sentimentos associados a ela.
Por exemplo, a sentenga “Esse hotel, apesar de possuir um 6timo quarto, tem um
atendimento péssimo!” possui duas diferentes polaridades associadas a “quarto” e
“atendimento” para o mesmo hotel. Enquanto “quarto” € considerado positivo,
“atendimento” pode ser analisado de forma negativa. Esta necessidade de avaliar a
opinido para cada entidade € comum em reviews de produtos ou em féruns de
discussfes. Existem dois motivos para a popularidade desse nivel de sentenca. O
primeiro deles é a aplicabilidade no contexto de redes sociais em que grande parte
dos textos produzidos sdo sentencgas ou textos curtos. Em casos como o do Twitter,
por exemplo, existe a limitacdo no niumero de caracteres postados. Além disso, a
analise de sentimentos em sentenca €, geralmente, a base para os demais niveis. Os
métodos atuais de deteccdo de sentimentos em sentencas podem ser divididos em
duas classes: os baseados em aprendizado de maquina e os métodos Iéxicos.
Métodos baseados em aprendizado de maquina geralmente dependem de bases de
dados rotuladas para treinar classificadores (PANG, 2002), o que pode ser
considerado uma desvantagem, devido ao alto custo na obtencao de dados rotulados.
Por outro lado, métodos Iéxicos utilizam listas e dicionarios de palavras associadas a
sentimentos especificos. Apesar de ndo dependerem de dados rotulados para
treinamento, a eficiéncia dos métodos léxicos estd diretamente relacionada a
generalizacdo do vocabulario utilizado, para os diversos contextos existentes. A se¢ao
seguinte apresentara em detalhes as abordagens supervisionadas e Iéxicas que vém

sendo utilizadas nesse contexto.

2.1.11 Consideracdes sobre Aprendizado de Maquina

Uma importante consideracdo a ser destacada a respeito de técnicas de
aprendizado de maquina é que neste tipo de estratégia o modelo gerado pode ir muito
bem nos conjuntos de dados para o qual ele foi treinado fazendo com que resultados
sejam razodveis no treino mas no momento de testes os resultados apresentem
resultados bem diferentes. Tal situagéo, conhecida como Overfitting, deve ser evitada

e existem metodologias que devem ser seguidas para que isto ndo aconteca.



As técnicas de aprendizado apresentam algumas dificuldades que serdo
descritas a seguir. A primeira delas diz respeito a aplicabilidade do modelo que, em
geral, sdo bem restritos ao contexto para o qual foram criados. Outro ponto é a
necessidade de boa quantidade dados para treinamento, previamente validados,
muitas vezes de dificil obtencdo. A escolha dos dados para treinamento deve ainda
ser cuidadosa pois caso sejam mal escolhidos podem criar um viés muito grande no
modelo tornando-o tendencioso a dar como saida uma classe especifica. Além disso,
a abordagem supervisionada pode ser computacionalmente cara em termos de
processamento da CPU e memoéria gerar o modelo da aprendizagem. Esta
caracteristica pode restringir a capacidade de avaliar um sentimento em dados de

streaming por exemplo.

Por fim, algumas caracteristicas utilizadas para alimentar a aprendizagem de
maquina sao derivadas de algoritmos que geram um modelo dificilmente interpretavel
por seres humanos. Isto torna os modelos dificeis de generalizar, modificar ou
estender (para outros dominios por exemplo) (HUTTO; GILBERT, 2014).

2.1.12 Processamento de linguagem natural

O campo de processamento de linguagem natural tem como objetivo permitir que
um computador seja capaz de analisar, compreender e gerar a linguagem utilizada
por seres humanos (BIRD et al, 2019). Esse tipo de linguagem, denominada de
linguagem natural, € bem menos estruturada do que a linguagem utilizada por um
computador, e além disso esta em perpétua mudanca, novas girias e expressdes sdo

adicionadas e esquecidas o tempo todo.

Uma aplicacdo das metodologias recentes de processamento de linguagem
natural envolveria o treinamento de um modelo para reconhecer quais palavras
provavelmente tem significado afirmativo, e com estes dados seria capaz de
reconhecer e inferir mais comandos em linguagem natural. Esse tipo de aplicacdo ja
€ utilizado em larga escala com chatbots, assistentes virtuais que simulam o
atendimento com um cliente por um meio escrito a fim de resolver problemas simples

€ comuns.



Outras aplicagdes incluem a coleta de dados inteligente, o computador analisa um
texto para determinar algum tipo de informag&o, por exemplo, encontrar o maior

problema em reclamacdes feitas pela internet.

2.1.13 Coleta de dados

A coleta de dados é a base para realizar a analise destes. Com isso sao utilizados

alguns métodos em conjunto para ter o dado final.

2.1.13.1 Web Scraping

O Web Scraping pode ser definido como: “o ato de baixar automaticamente os
dados de uma péagina web e extrair informacdes muito especificas dela. As
informacgdes extraidas podem ser armazenadas praticamente em qualquer lugar
(banco de dados, arquivo, etc.)” (DATA SCIENCE ACADEMY, 2018).

Podendo ser traduzido para extragéo de dados da Web, Web Scraping nada mais
€ que uma maneira automatizada de coletar informacées ou conteudos usando Bots
(rob6s), conhecidos como Scrapers. Apos essa coleta os dados serdo armazenados

ou ja utilizado em seguida em outro site.

Podemos resumidamente separar em 3 partes a coleta de dados:

e Definir quais os dados que vao ser coletados (assunto, sites especificos,
etc...);

e Os dados sao coletados direto do HTML dos sites, e transformados para
um formato raw, como em um json um até mesmo um simples formato de
texto.

e Aplbs isso é enviado para 0s proximos passos, seja direto para o

processamento ou armazenamento.

2.1.13.2 Web Crawling

Temos também uma outra técnica para a coleta de dados, a qual podemos definir

como: ‘o ato de baixar automaticamente os dados de uma pagina web, extrair os



hiperlinks contidos nela e segui-los. Os dados baixados sdo geralmente armazenados
em um indice ou banco de dados para facilitar sua busca.” (DATA SCIENCE
ACADEMY, 2018). Neste método apenas é feito uma indexacéo de dados na internet,
e ndo é feito nenhuma tratativa em cima deles. Um exemplo sdo os motores de
pesquisa como Google, quando realizamos uma pesquisa nele, ele nos retorna tudo

0 que possui indexado sobre o que foi digitado.

Crawlers também podem ser usados para tarefas de manutencdo automatizadas
em um Web Site, como chegar os links ou validar o cédigo HTML. Também podem
ser usados para obter tipos especificos de informacfes das paginas da Web, como
minerar enderecos de e-mail (mais comumente para spam). Em geral, ele comeca
com uma lista de URLs para visitar (também chamado de Seeds). A medida que 0s
Crawlers visitam essas URLS, eles identificam todos os links na pagina e os adicionam
na lista de URLSs para visitar. Tais URLSs s&o visitadas recursivamente de acordo com
um conjunto de regras. (Redacéo Global AD, 2019)

Com Web Crawling obtemos informacdes genéricas e com Web Scraping,
obtemos informacdes especificas. Também é importante entender a diferenca entre
Web Scraping e a Mineracdo de Dados (Data Mining). Resumindo, enquanto a
mineracdo de dados pode acontecer em qualquer matriz de dados e pode ser feita
manualmente, 0 Web Scraping ocorre apenas nas paginas web sendo executados por
robds especiais — Scrapers/Crawlers. Atualmente grande parte dos Scrapers sao
escritos utilizando a linguagem Python, para facilitar as préximas etapas de
processamento. Junto séo utilizados alguns Frameworks e bibliotecas, como o Scrapy

e Selenium.

2.1.13.3 Armazenamento de dados

O armazenamento de dados € vital ap0s a sua coleta, jA que nem sempre sera
utilizado de forma imediata. Neste projeto, os dados sdo armazenados em arquivos
de texto (extensao “.txt”) no formato JSON, que é um formato de texto composto de

duas estruturas: um conjunto de pares de nome e valores, semelhantes aos dict da
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linguagem Python. Sua outra estrutura € uma sequéncia ordenada de valores,
semelhantes & uma lista (ECMA, 2018).

2.2 METODOLOGIA

O projeto foi desenvolvido no Google Colab, um ambiente de desenvolvimento
baseado em Jupyter Notebook, que permite a adicdo de células de cddigos que
podem ser executadas em sequéncia ou individualmente. As células também podem
ser para apenas textos ou conter formularios para entrada de dados. O ambiente do
Google Colab é utilizado com a linguagem de programacao Python (verséo 3.7), que

€ a linguagem utilizada integralmente neste projeto.

O desenvolvimento foi divido em quatro partes, a coleta de dados, o Web
Scraping, o0 processo de treinamento da inteligéncia artificial, e por dltimo a

sumarizacao dos resultados.

Para coletar dados, o usuario pode selecionar em uma célula de formulario se
deseja procurar os dados de uma empresa especifica ou utilizar uma empresa de uma
carteira pré-selecionada. Caso, utiliza-se uma empresa da carteira, a API Investpy

retorna o nome da empresa por extenso.

Utilizando a biblioteca do Selenium, o Web Crawler faz uma pesquisa no motor
de pesquisas da Google por noticias relacionadas que tenham data de publicacdo do

mesmo dia. Os links das noticias da primeira pagina sdo salvos no arquivo “links.txt”.



linkstxt X

https://economia.uol.com.br/noticias/redacao/282
https://noticias.uol.com.br/cotidiano/ultimas-nc
https://valorinveste.globo.com/mercados/renda-va
https://www.sunoresearch.com.br/noticias/lojas-r
https://einvestidor.estadao.com.br/mercado/melhc
https://einvestidor.estadao.com.br/mercado/melhc
https://economia.uol.com.br/mais/ultimas-noticis
https://economia.ucl.com.br/noticias/reuters/2@al
https://monitordomercado.com.br/noticias/14838-F
https://www.infomoney.com.br/mercados/acoes-de-¢

L Pl =

=] on
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=

Figura 2: Exemplo do arquivo com os enderegos das paginas dos sites.

Para o Web Scraping foi utilizada a biblioteca do Selenium para acessar cada
link, com a as bibliotecas urlopen em conjunto a BeautifulSoup para capturar as
informacgdes da pagina, as informacdes que precisamos estdo dentro das tags “article”
ou “main” HTML, foi aplicada uma funcédo do BeautifulSoup que extrai estes dados de

forma integra.

Para resumir o texto das noticias, foi utilizada a biblioteca NLTK,
especificamente os pacotes sent_tokenize, word_tokenize e stopwords, juntamente
com o pacote de pontuacdo da biblioteca String. Para trabalhar com a analise por
trechos menores, o texto foi dividido em sentencas, em seguida foram removidas as
stopwords e a pontuacdo do texto, mantendo s6 as palavras de maior importancia

para a o contexto.

Com o pacote FreqDistt do NLTK, junto ao nlargest do heapq, foi realizada uma
contagem de cada termo presente no texto, a estes termos foram atribuidos pesos,
dado que as palavras que mais aparecem em noticias sdo as palavras com mais
relevancia, e o paragrafo com maior numero de palavras relevantes deve ser o com
mais importancia para a analise do texto. Como exemplo, utilizamos o link de uma
noticia do rompimento da represa do vale, através da referéncia (REDACAO G1 et
al., 2019), podemos validar na imagem abaixo, as palavras que 0 nosso cdodigo

identificou como sendo as de maior relevancia para essa noticia:



[vale’,
‘barragem’,
'relatorio’,
‘antes’,
‘agencia’,
‘rompimento’,
"sobre’,
‘tragedia’,
"informagoes’,
"segundo’ ]

Figura 3: Retorno das palavras mais relevante ao texto.

Das palavras encontradas sete séo palavras relacionadas especificamente ao
assunto, dessa maneira palavras como “antes”, “sobre” e “segundo” passam a ser

consideradas neutras na analise destes topicos.

Para dar prosseguimento a andlise, foi necessario armazenar o valor de
significancia (score) de cada palavra, foi utilizado um dicionario nas quais as chaves
sdo as sentencas e o0s valores sdo os scores de significancia, com isso foram

selecionadas as 4 sentencas mais importantes para serem analisadas.

Para a etapa de analise foram utilizadas bibliotecas sys, json, tflearn, random,
unicodedata, numpy, tensorflow, além das bibliotecas j& importadas nas etapas
anteriores. Com o0s textos ja armazenados em arquivo, o algoritmo de analise de

sentimentos tem o seguinte funcionamento:

1. E criado uma estrutura para armazenar pontuacées:

{33: Mone, 34: MNone, 35: None, 37: HNone,

121482: None, 121483: Hone, 125278: MNone, 125279: MNone}

Figura 4: o dicionério contendo o caractere ascii e ao que serdo traduzidos, neste caso, nada.
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2. O Stemmer de Lancaster € inicializado e € importado um arquivo
(data.json) que contém as informacdes para o treinamento da

inteligéncia artificial:



data.json X

2| "positivo": ["diretor petrobras nega organizacdo criminosa e
3| "neutro": ["tom cauteloso janet yellen pressiona bolsas fort
4 "negative": ["cujas agdes sofreram com a queda”, "Petrobras

Figura 5: o conteido do arquivo, a estrutura contém a classificacéo e os textos pré-selecionados.

3. Utilizando a estrutura de pontuacdes, os textos para analise tém suas
pontuacdes removidas:

diretor petrobras nega organizacdo criminosa estatal noticias brasil
bovespa caminha nova mdxima ano quarta alta ssguida

paulo miranda reivindica iluminacao telefonia zona rural

petrobras fatos dados contribuicdoc econdmica pais atingiu 747 bilhdes 2813

Figura 6: o texto do arquivo data.json, sem nenhuma pontuagao.

4. Paratreinar a IA, cada sentenca do arquivo é reduzida em tokens:

['diretor', 'petrobras’, 'nega’, 'organizaci3c', 'criminosa’, 'estatal’,

Figura 7: as frases do arquivo séo reduzidas a tokens: o seu menor significado.

5. Em seguida, os tokens sdo reduzidos em stems e normalizados para

ficarem em minudsculo:

‘a', ‘'abaf', 'abaixo', 'abandon', 'abastec’, 'abastecimento’,

Figura 8: os tokens séo reduzidos para suas raizes, ou stems.

6. O conjunto de treinamento recebe um modelo Bag of Words e a linha

de saida que informa a qual sentenga pertence:

e, 8, 8, 8, @, 8, @, e], [1, &, @]]
Figura 9: a estrutura com o Bag of Words e a informacgé&o de onde pertence.
7. O conjunto de treinamento passa pelo processo de shuffle, e passa a
ser do tipo np.array:



list([e, @, &, @, @, 8,
list([1, @, 8])]

Figura 10: o conjunto anterior, reordenado e em nova estrutura.

8. Esse conjunto resultante é dividido em Labels e Bag Of Words. O

processo de treinamento € iniciado, com o padréo de 1000 épocas:

Training Step: 315 | total loss: ©.9485@ | time: ©.453s
| adam | epoch: @82 | loss: @.9485@ - acc: B.4583 -- iter: B8392/2125

Figura 11: os dados do treinamento: Step se refere as etapas do processo de treinamento. O processo de
treinamento sera repetido por completo por um determinado nimero de iteragdes (2125 vezes). O ciclo de

iteracdes é entéo repetido pela quantidade de épocas (1000 vezes).

9. Ao concluir o treinamento, as sentencas extraidas com o Web Crawler

sdo avaliadas:

textos avaliados.txt X

1 negativo = Vale omitiu problemas na barragem de Bruma
2 negativo = Vale omitiu problemas na barragem de Bruma
3 negativo = Segundo a Agéncia Macional de Mineracdo, r
4 negativo = 0 radar que mede as movimentacdes da barra

Figura 12: os textos avaliados, para todas as sentencas o sentimento encontrado foi negativo.

10. No final, é retornada a totalizacdo da avaliacdo e a sugestdo do

programa:

Acdo em baixa. Comprar
negativo: 4 positivo: @ neutro: @

Figura 13: conforme os textos avaliados, foram encontrados mais sentimentos negativos do que positivos

ou neutros, 0 que sugere que esta acdo esteja desvalorizada e portanto deve ser comprada.



3 RESULTADOS E DISCUSSAO

Todas as quatro etapas do cédigo retornaram seus resultados com éxito. Para
validar o treinamento e utilizacdo do analisador de sentimentos o resultado da

avaliacao foi comparado com o valor da acdo no momento da execuc¢éo do codigo:

O codigo foi executado no dia 04 de dezembro de 2020, para a empresa
Petrobras e foram coletados os seguintes dados:

negativo: 6 positivo: 23 neutro: 2

Figura 14: o resultado final da execugéo do cadigo.

Petroleo Brasileiro SA Petrobras Preference Shares
ettty guir
BVMF: PETR4
27,53 BRL0,00 (0,00
{ de dez 18 10 BRT - Exoneracao de responsabilidade
dia 5 dias 1 més O meses YTL Jm ano

Abertura 2719
Alta
Baixa

Cap merc

Figura 15: o valor da acdo PETR4 no momento da execucéo do cédigo.
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Figura 16: o valor da agdo PETR3.

Em seguida, o cédigo foi executado com a data de outra semana, no dia 01 de

dezembro de 2020, para a empresa Petrobras e foram coletados os seguintes dados:

negativo: 34 positivo: 29 neutro: 4

Figura 17: o resultado final da execugéo do caédigo.

P»toi? Brasileiro SA Petrobras Preference Shares 4 Segui
BVMF: PETR4

2490 %Li;li-u‘-‘u 2,35%) 4

5 dias
55 2584 BRL ter, 244
T

Abertura Rend div
Ala Fech ant 2
Baxa 248 Alt 52 ser
Cap. metc 7.7 Bai 62 sem
Indice PAL

Figura 18: o valor da acdo PETR4 no momento da execucéo do cédigo.



Figura 19: o valor da agdo PETR3.

Analisando os dados coletados, observa-se que na primeira execugao do
cédigo tinhamos a proporcdo de 6 noticias negativas e 23 noticias positivas sobre a
empresa Petrobras, nas quais as acbes PETR4 e PETR3 estavam com o perfil de
aumento por 5 dias consecutivos, ja na semana seguinte a analise identificou um total
de 34 noticias negativas e 29 noticias positivas, tendo um aumento de 28 noticias
negativas e o0 aumento de apenas 6 noticias positivas, em conjunto a isto, as acfes

PETR4 e PETR3 obtiveram uma queda nos 5 dias anteriores a execucao.

4 CONCLUSAO

Concluimos que o objetivo deste projeto de desenvolver uma solucdo de
avaliacdo de ac¢0Oes utilizando analise de linguagem natural obteve sucesso e que por
meio dele avaliamos que a utilizacdo de NLTK é viavel para analise de sentimentos
na lingua portuguesa, e que sua utilizacdo na analise de noticias retorna um valor

correspondente com a queda/subida da acao.

Das dificuldades encontradas no desenvolvimento e execucdo do programa,
destaca-se a coleta de dados, os sites encontrados pelo Web Crawler abordavam a
configuracdo de HTML da pagina de formas distintas, ocorrendo casos em que as

informacgdes necessarias estavam nas tags “article” ou “main”, tornando a captura dos



dados mais complexa. Como agravante, muitos sites s6 possuiam a informacao
principal na tag “article” mas blogs comumente tinham propagandas ou outros
assuntos nesta tag. Resolvemos este problema definindo os sites que utilizariamos a

captura do link, mantendo um formato mais uniforme e prevenindo problemas futuros.

Um segundo problema que pode ser destacado seria a complexibilidade da
analise de sentimentos no quesito de preparacdo de uma base de dados solida para
o treinamento da IA. Fatores como tempo da gramatica (por mudancas de escrita ao
longo dos anos) ou regionalidades dificultam a compreensdo da escrita para a
inteligéncia artificial pois ela tem que ser preparada especificamente para esse tipo
de escrita. Este tipo de problema sé pode ser resolvido com a reavaliagdo e

aprimoramento constantes do banco de dados.
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